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Resumen

Este estudio analiza el impacto del cambio climético en las fuentes de agua potable de la provincia
del Azuay, Ecuador, con énfasis en la cuenca del rio Tomebamba, fuente clave de agua para la
ciudad de Cuenca. Se utilizaron datos historicos y satelitales de precipitacion, aplicando regresion
Lasso y redes neuronales para predecir las tendencias futuras de precipitacion y su efecto en el
caudal del rio. Ademas, se empleé un enfoque de downscaling para afinar las proyecciones de
modelos climaticos globales a una escala local. Los datos de precipitacion histéricos (1960-1990)
fueron validados mediante curvas de doble masa, y la regresion Lasso permitié identificar las
variables mas relevantes. Las redes neuronales se usaron para modelar y prever la precipitacion
futura, evaluando la calidad de los modelos con métricas de error como RMSE y el coeficiente de
eficiencia de Nash-Sutcliffe. Los resultados muestran un aumento significativo en la variabilidad
de la precipitacion, con picos mas extremos, lo que sugiere mayor frecuencia de eventos extremos
como lluvias intensas y sequias. El modelo climatico Germany AWI-CM-1-1-MR, refinado con
downscaling, se destac6 como el mas adecuado para la regién. Las proyecciones indican una
disminucion del caudal del rio, lo que podria afectar el suministro de agua potable. Se recomienda
usar este modelo en futuros estudios y considerar escenarios criticos para una mejor gestion de

los recursos hidricos.
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Abstract

This study analyzes the impact of climate change on potable water sources in Azuay Province,
Ecuador, focusing on the Tomebamba River basin, a key water source for the city of Cuenca.
Historical and satellite precipitation data were used, applying Lasso regression and neural
networks to predict future precipitation trends and their impact on river flow. A downscaling
approach was employed to refine global climate model projections to a local scale. Historical
precipitation data (1960-1990) were validated using double mass curves, and Lasso
regression helped identify the most relevant variables. Neural networks were used to model
and forecast future precipitation, evaluating model quality with error metrics such as RMSE
and the Nash-Sutcliffe efficiency coefficient. Results show a significant increase in
precipitation variability, with more extreme peaks, suggesting a higher frequency of extreme
events such as heavy rains and droughts. The Germany AWI-CM-1-1-MR climate model,
refined through downscaling, was identified as the most suitable for the region. Projections
indicate a decrease in the Tomebamba River's flow, which could affect the potable water
supply. It is recommended to use this model for future studies and consider critical scenarios

for better water resource management.

Author keywords: downscaling, modeling, water resources

©AMGs () OOO

EY MG MDD

The content of this work corresponds to the right of expression of the authors and does not compromise the
institutional thinking of the University of Cuenca, nor does it release its responsibility before third parties. The
authors assume responsibility for the intellectual property and copyrights.

Institutional Repository: https://dspace.ucuenca.edu.ec/

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina


https://dspace.ucuenca.edu.ec/
https://creativecommons.org/licenses/?lang=es
https://creativecommons.org/licenses/by-nc-sa/4.0/

UCUENCA ’

indice de contenido

1 INTRODUCCION.......couiitiitieiecee ettt ettt ettt ettt et et e et e e teere et e saestesreeneens 9
R A A g1 (= o =T [T o] (R 10
S22 T 151 1o Vo o o S 11
A O 1 o] 110 1= PP 11
2.1.1  ODJELIVO GENEIAL. ... .uuiiiiiiiiiiiiiiie i n e 11
2.1.2  ODbJetiVOS ESPECIfICOS. ....uuiiiiieiiiiiiiiii e 11
3 MATERIALES .. 11
T R V(== W [N =t U [T J OO 11
3.2 Datos de ODSEIVACION .......cccceeiiiiiiiiiiieeeeeeee e 12
3.3 DatoS ProyeCtatos...........ccuuiiiiiiiiiiiiiiiiieeeeee ettt 14
4 METODOLOGIA ...ttt ete e as e eteeteaneenes 16
4.1 Regresion Lineal MUIIPIE...........oouiiiiieie et 16
A | 01 =T = Todot (o] 0 [T D= (0 1R 17
4.3 Identificacion de variables significativas mediante LASSO...........ccccccvveeeeieeeeeceenn, 18
4.4  Modelo Climatico: Redes Neuronales “Deep Neuronal Network” .......................... 18
4.4.1  Modelo Climatico: Redes Neuronales (Calibracion) ............cccccvveeiiieiiiiiinnee. 20
4.5 Modelo Hidrolégico Autorregresivo Basado en Datos: ...........cceeeeeviiiiiiiiieneeeeennnnne 22
I 1= (g Tor= 0 L= g o 23
4.6.1 Nash — Sutcliffe y Root Mean Square Error (RMSE) ..., 23
4.7  Determinacion del MejOor GCM. .........uuiiiiiiiiiiiiiiiiee et 24
I S {1 17 51 1 TR 25
5.1 Control de Calidad de DatOS .........cccuiiiiiiiiiiiiiiiiieeeeeeeeeeeee e 25
5.2  Regresion Lineal MUIIPIE ..........c.uviiiiiiieee e 25
5.3 INteracCion de DaAtOS ........ccoiiiiiiiiiiiiieiieee et 26
5.4 Identificacién de variables significativas mediante LASSO..............cecovvvviiieennennn. 27
5.5 REIES NEUIONAIES ..ottt e e e et r e e e e e e e e aar e e aeaas 28
5.5.1 Redes Neuronales: Calibracion ..o, 28
55.2 Redes Neuronales: ValidacCion...........ccoooeeeeieeeeiieeeeeeeeeeeeeeeeeeeeeeee e 29
5.6 Determinacion del Mejor GCM.........oooiiiiiiiiiiiiieieeeeeeeeeeeee e 31
5.7 Redes Neuronales: Prediccion de la precipitacion. ...........ccccccveeeeiiiiiiiiiiiieeee e 32
5.8  Modelo Hidrologico Autorregresivo Basado en Datos ............ccovvvevvvvveieeeieeeeeeeennn, 35
5.8.1 Modelo Hidrologico Autorregresivo Basado en Datos: Calibracion................. 35
5.8.2 Modelo Hidrologico Autorregresivo Basado en Datos: Validacion.................. 37

5.8.3 Modelo Hidrologico Autorregresivo Basado en Datos: Aplicacion .................. 38

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA :

6 CONCLUSIONES Y RECOMENDACIONES .....ccooiiiiiiiieeeeeeeeeeeeeeeeeeeeeee e 40
L 200 R o [od (1] (0] = 40
6.2 ODSEIVACIONES: ....coiiiiiiiiiiieeee e 41
(S0 T o L= ToTo] 441 oo F= T [0 1= 41

AANIEXOS . ettt e et e et ettt e e et e e e eab e e eab e e e era s 46

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA .

indice de figuras

Figura 1 Cuenca del Tomebamba. Las estaciones pluviométricas estan distribuidas a lo

[ArQO 08 18 CUBINCAL ...ttt 13
Figura 2 Puntos de precipitacion del modelo Germany AWI-CM-1-1-MR ubicados con
respecto a la cuenca del TOMEDAMDA ...........uuiuuiiiiiiiiiiiii e 16
Figura 3 Esquema de una Red Neuronal (Dinamarca, 2018)..........cccevvvviiiiiiiiiiiiiiiiiiiiiinnne, 19
Figura 4 Red Neuronal previa al entrenamiento. Usa CESM2...........cccooeoeeiviiiiiiiinieeeeceeiies 21
Figura 5 Red Neuronal después del entrenamiento. Usa CESM2............cccoiiiiiiiieeeienennns 21
Figura 6 Curvas de Doble Masa. Estaciones Buenos Aires - Surucucho ...........ccc.ceceeeeeene 25
Figura 7 Uso de regresion lineal multiple para predecir precipitacion...............cccceeeeeeeeeennn. 26
Figura 8 Lambda 6ptimo en el minimo RMSE del modelo EUropeo .............cccccvvveveiiennnnns 28
Figura 9 Conjunto de Evaluacion. Italy CMCC-ESM2........ccccccoiiiiiiiiiiiiie e eeeaans 30
Figura 10 Conjunto de Evaluacion. Se observa que las variables sin interaccién presentan
una gran dispersion con respecto a los valores observados ........c.ccoooovvvveiiiiine e, 31
Figura 11 Conjunto de Evaluacion. Se observa que las variables con interaccion reducen
significativamente la dispersion con respecto a los valores observados...................cccee.... 32
Figura 12 Red Neuronal. Precipitaciones a lo largo de los 30 afios del conjunto de
Calibracion - ValidaCiOn .........ccoooiiieeeee e 32
Figura 13 Precipitacion (mm) predicha bajo el escenario Germany AWI-CM-1-1-MR SSP-
2D s 33
Figura 14 Precipitacion (mm) predicha bajo el escenario Germany AWI-CM-1-1-MR SSP-
11 TR 33
Figura 15 BoxPlot de precipitaciones de los modelos SSP 2 - 4.5y SSP 5 - 8.5 comparado
con las precipitaCiones NIStOMCAS .........uuiiiiiiiiiiiiie it 34
Figura 16 Comparacion de la curva de ajuste “a” entre el dado por MATLAB vy el ajustado

Lo 0 e R PP PP T PPPTUPPPRPPN 36
Figura 17 Comparacién de la curva de ajuste “b” entre el dado por MATLAB vy el ajustado
Dt — L e e e e aaaaaaaaas 36
Figura 18 Modelo Hidrolégico Autorregresivo en funcién del caudal anterior y precipitacion

S 1= Tox 1)Y= PP 37
Figura 19 Validacion de Modelo Hidroldgico DBM ...........ccooiieiiiiiiiiiiiiiie e 37
Figura 20 Prediccion de Caudales en los distintos escenarios SSP ............oocccvvvieeeeeeennnns 38
Figura 21 BoxPlot de caudales de los modelos SSP 2 - 4.5y SSP 5 - 8.5 comparado con los
(or= 100 Fo 1= T 1S3 (o] [0 1RSSR 39

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA :

indice de tablas

Tabla 1 Estaciones meteorol0giCas USAadas..........ccciieeeiiiiiiiiiiiiii e 13
Tabla 2 Estacion hidrolOgiCa USAUA .........ceeiieieiiiiiiiiieieee et e e 14
Tabla 3 GCM usados y numero de corridas por modelo para la precipitacion futura mensual.
........................................................................................................................................... 16
Tabla 4 Parametros de configuracion de la Red Neuronal.............ccccooeeeeeeiiieeeeeeeeeee, 21
Tabla 5 Creacion de nuevas variables mediante PolynomialFeatures ..............cccccceeeeeeenn. 27
Tabla 6 Predictores seleccionados Por LASSO .......ooooiiiiiiiiieeee e 28
Tabla 7 Resultados estadisticos conjunto entrenamiento. Modelos sin Interaccion ............ 29
Tabla 8 Resultados estadisticos conjunto entrenamiento. Modelos con Interaccion........... 29
Tabla 9 Estadisticos del conjunto de validacién. Variables sin Interaccion ........................ 30
Tabla 10 Estadisticos del conjunto de validaciéon. Variables con Interaccion ...................... 31

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA .

indice de ecuaciones

Eq 1 Regresion Lineal MUIIPIE.........coie i e et e e e e eaaees 17
B 2 LASSO .ottt e et et e e e e e bt e aaaeeeaaaan 18
[STo IS I = (=T NN (=T (o] o -1 SRR 20
EQ 4 FUNCION @ ACHVACION.......uiiiiiiiieieiiitee ettt e e e e e e e e e e e e e anes 20
EQ 5 MOJEIO AULOIMEGIESIVO .....ceiiiiiiiiiiiiiiiiiieeteeeee ettt ettt e e e e e e e eeees 22
[Slo [ oI = Tei o] g o [T o 1V Vo TR SRR 23
EQ 7 MOdEI0 HIArOIOGICO ...ttt e e e e e e e e e e e 23
o IS I 415 =P PPPPPPPPPPP 24
EQ 9 NASh - SULCHTTE c.vvveeii it e e et e e e e aaanees 24
EQ 10 Curva de AJUSTE “@7.....ooeiiiiiiiiieeeeeeeeeeeeee e 35
EQ 11 Curva de AJUSTIE ‘D7 ... .o 35

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA 9

1 INTRODUCCION

El cambio climético es uno de los mayores desafios que enfrenta la humanidad en el siglo
XXI. Sus efectos sobre el ciclo hidrolégico son especialmente preocupantes, ya que pueden
alterar la disponibilidad y calidad de los recursos hidricos, impactando negativamente en la
seguridad hidrica de las comunidades. En la provincia del Azuay, Ecuador, donde las fuentes
de agua potable son cruciales para el desarrollo econémico y social, es esencial entender
coémo el cambio climatico estd afectando estas fuentes para poder disefiar estrategias de
adaptacion adecuadas.

El presente estudio tiene como objetivo determinar y evaluar la influencia directa del cambio
climético en las fuentes hidricas y sus principales impactos en el suministro y uso del agua.
Para alcanzar este objetivo, se han obtenido datos histéricos de precipitacion medidos en la
cuenca y datos satelitales de precipitacién correspondientes a los mismos afos. Estos datos
fueron verificados mediante curvas de doble masa, y se utilizd la regresién Lasso para
identificar qué datos satelitales representaban mejor el comportamiento de la lluvia en la zona.
Posteriormente, se realizd una interaccion entre los datos satelitales para generar nuevas
variables y se aplico nuevamente la regresion Lasso para obtener los datos mas significativos.
Finalmente, estos datos se utilizaron para entrenar un modelo de red neuronal con el fin de

predecir la precipitacion futura.

El cambio climatico puede afectar significativamente la disponibilidad y calidad del agua en
embalses al alterar el régimen hidrolégico de las cuencas (Costabile et al., 2023). Por ello, es
fundamental combinar modelos hidrolégicos con proyecciones climaticas regionales para
evaluar estos impactos de manera precisa. En este estudio se adopté un enfoque similar,
utilizando modelos de aprendizaje automatico y técnicas avanzadas de modelado hidrolégico,

sin embargo, sigue siendo un estudio exploratorio.

El uso de técnicas avanzadas de aprendizaje automatico, como las redes neuronales, ha
mejorado significativamente la capacidad predictiva de los modelos hidrolégicos. Estas
técnicas permiten manejar grandes cantidades de datos y extraer patrones complejos que los
modelos tradicionales podrian pasar por alto (Kumar et al., 2023). En patrticular, la regresion
Lasso ha demostrado ser eficaz para seleccionar las variables mas relevantes en grandes

conjuntos de datos climéticos y satelitales, mejorando la precision de las predicciones.

Ademas, la evaluacion de técnicas de aprendizaje automatico para modelar la sequia

hidrolégica ha demostrado ser crucial para la gestion a largo plazo de los recursos hidricos
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en regiones afectadas por el cambio climéatico (Achite etal., 2022). Estos enfoques
proporcionan herramientas valiosas para anticipar y mitigar los efectos adversos del cambio
climético en el suministro de agua. En nuestro estudio, hemos aplicado estas técnicas para
obtener predicciones mas precisas de la precipitacion futura, lo que es esencial para la

planificacion y gestidn de los recursos hidricos en la provincia del Azuay.

El realizar un downscaling con el objetivo de proyectar y modelar los datos climéticos a una
escala mas local y especifica es fundamental para identificar los Modelos Climaticos Globales
(GCM) que pueden ser aplicados de manera efectiva a nivel local, asegurando que las
proyecciones sean validas para la region cuenca del Tomebamba.

Este trabajo no solo busca entender los impactos directos del cambio climatico en la
precipitacion, sino también evaluar cémo estos cambios pueden afectar la disponibilidad de
agua potable en la region. Los resultados obtenidos hasta ahora proporcionan una base soélida
para los siguientes pasos del estudio, que incluyen la validacion de los modelos climéticos y
la calibracion de los modelos hidrolégicos.

1.1 Antecedentes

El cambio climético representa una grave amenaza global, con impactos especialmente
significativos en regiones vulnerables como América del Sur. Los factores socioecondémicos,
como la pobreza, la desigualdad y el acceso limitado a servicios esenciales, junto con la
distribucion desigual de los recursos hidricos, aumentan la vulnerabilidad de esta region a los
efectos del cambio climatico (CAF, 2014). La falta de investigaciones y estudios especificos
gue analicen el impacto de este fendmeno en nuestras principales fuentes de agua subraya

la urgente necesidad de abordar este tema en nuestra region.

Algunos estudios han examinado los impactos del cambio climatico en el sistema hidroldgico
del Ecuador. Sin embargo, estos estudios han revelado limitaciones, como el enfoque
restringido en la region del paramo sin considerar los impactos directos en areas urbanas, asi
como el rendimiento deficiente de los modelos hidrologicos utilizados debido a la escasez de
datos y estimaciones de incertidumbre incompletas o faltantes sobre los impactos

hidrolégicos (Nufiez Mejia et al., 2023).

Actualmente, nos enfrentamos a desafios relacionados con la insuficiencia de caudal en las
captaciones de la region. Por lo tanto, resulta relevante llevar a cabo un analisis mediante un
modelo basado en datos que incorpore fenémenos fisicos, una metodologia que aln no se

ha utilizado en este contexto. El propésito de este anadlisis seria obtener parametros

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina
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hidrologicos futuros que puedan servir para generar alertas tempranas en caso de ser
necesarias (Mendoza et al., 2019).

1.2 Justificacién

La provincia del Azuay se caracteriza por su diversidad geogréfica y climatica, lo que influye
en la disponibilidad de sus recursos hidricos. El cambio climatico puede alterar
significativamente los patrones de precipitacion, afectando la disponibilidad de agua en las
cuencas hidrogréficas locales. Comprender estos cambios es esencial para garantizar un
suministro de agua seguro y sostenible. Este estudio se justifica por la necesidad de contar
con informacion precisa y detallada sobre cémo el cambio climatico esté afectando las fuentes
de agua potable en la provincia del Azuay, lo que permitir4 disefiar estrategias de adaptacion

efectivas.

2 Objetivos
2.1.1 Objetivo General
Determinar y evaluar la influencia directa del cambio climatico en las fuentes hidricas y sus

principales impactos en el suministro y uso del agua.

2.1.2 Objetivos Especificos
¢ Implementar un modelo hidrol6gico basado en datos para analizar el comportamiento
de la fuente hidrica ante las variaciones climaticas.
e Implementar un modelo climatico basado en datos para proyectar los posibles
escenarios de cambio climatico que podrian afectar las fuentes hidricas.
e Realizar un andlisis estadistico de las variables usadas para comprender mejor las

tendencias y patrones.

3 MATERIALES
3.1 Areade Estudio

La provincia del Azuay, ubicada en el sur de Ecuador, es una region caracterizada por una
topografia montafiosa y un clima variado que va desde templado a frio debido a la influencia
de la cordillera de los Andes. Esta provincia es especialmente relevante para el estudio del
impacto del cambio climatico en las fuentes de agua potable debido a su dependencia de los

recursos hidricos provenientes de las cuencas hidrograficas locales.

La capital de la provincia, Cuenca, es la tercera ciudad mas grande de Ecuador y se abastece
principalmente de los rios Tomebamba, Yanuncay, Tarqui y Machangara, que nacen en el
Parque Nacional Cajas y sus alrededores. Estas fuentes de agua son cruciales no solo para

el consumo humano, sino también para la agricultura y la industria local (Ferreira et al., 2023).
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La altitud en la provincia varia considerablemente, desde los 1,800 metros en los valles hasta
mas de 4,000 metros en las montafas, lo que contribuye a una variedad de microclimas y
ecosistemas (Ruiz-Ordofiez et al., 2023).

El Parque Nacional Cajas, una de las principales areas protegidas de la provincia, es conocido
por sus lagunas glaciares y paramos, que actian como importantes reservorios de agua. Este
pargue es una zona de captacion clave que contribuye significativamente al suministro de
agua potable para Cuenca y otras comunidades cercanas. La biodiversidad y la capacidad
de almacenamiento de agua del parque lo hacen especialmente vulnerable a los efectos del
cambio climéatico, como cambios en los patrones de precipitacion y temperatura (Wingfield
et al., 2021)

La regién experimenta una temporada de lluvias bien definida que va de octubre a mayo, y
una temporada seca de junio a septiembre. Sin embargo, las tendencias recientes indican
una variabilidad climatica creciente, con eventos extremos como lluvias intensas y sequias
prolongadas volviéndose mas comunes (Ferreira et al., 2023). Estas variaciones climéticas
tienen el potencial de afectar negativamente la disponibilidad y calidad del agua, poniendo en

riesgo la seguridad hidrica de la poblacion.

Ademas, la expansion urbana y el crecimiento de la poblaciéon en Cuenca han aumentado la
demanda de agua potable, haciendo aun més crucial la gestion sostenible de los recursos
hidricos. La combinacion de factores climaticos y antropogénicos subraya la necesidad de
estudios detallados y modelos predictivos que puedan informar estrategias de adaptacion y
mitigacion (Ruiz-Ordofiez et al., 2023).

El &rea de estudio en la provincia del Azuay presenta un escenario complejo y dinamico para
la investigacion del impacto del cambio climético en las fuentes de agua potable. La diversidad
geografica y climatica, junto con la importancia de los recursos hidricos para la region, hacen

de este un estudio relevante para el desarrollo sostenible y la seguridad hidrica.

3.2 Datos de Observacion
La cuenca de estudio para este trabajo es la Cuenca del Tomebamba, ubicada en la provincia
del Azuay, Ecuador. Esta cuenca es de gran importancia para la ciudad de Cuenca y sus

alrededores debido a su papel crucial en el suministro de agua potable.

Para obtener los datos de precipitacion necesarios para este estudio, se seleccionaron cuatro
estaciones meteorolégicas ubicadas dentro de la cuenca del Tomebamba, dadas por los
datos del INAMHI. Estos datos de precipitacién corresponden a una escala mensual. Fueron

completados utilizando regresiones lineales mdltiples y un método de perturbacion de
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cuantiles aplicado a un relleno de datos tradicional (Mora et al., 2014). Las estaciones
seleccionadas son: Buenos Aires, Sayausi, Surucucho y Quinoas. Las estaciones
meteoroldgicas, mostradas en la figura 1, proporcionaron datos historicos de precipitacion
desde enero de 1964 hasta diciembre de 1993, cumpliendo con el estandar de al menos 30

anos de observaciones. La ubicacion de estas estaciones se detalla en la tabla 1.

QUINOAS

SURUCUCHO (LLULLUCHI)

SAYAUS| (MATADERO DJ) BUENOS AIREGAZUAY
\ a

Figura 1
Cuenca del Tomebamba. Las estaciones pluviométricas estén distribuidas a lo largo de la cuenca

Tabla 1l
Estaciones meteorolégicas usadas

Estacién Latitud Longitud
Buenos Aires -2.867 -79.064
Quinoas -2.780 -79.203
Sayausi -2.866 -79.076
Surucucho -2.826 -79.132

La precipitacion media en la cuenca se determind utilizando el método de poligonos de
Thiessen. Este método permite asignar un peso especifico a cada estacidbn meteorolégica
segun su area de influencia, facilitando asi la obtencion de una estimacion mas precisa de la

precipitacion media en toda la cuenca (Thiessen, 1911).

Los datos de precipitacion proporcionados por estas estaciones fueron sometidos a un
riguroso proceso de verificacion para asegurar su exactitud y confiabilidad. Para esto, se
aplico la técnica de curvas de doble masa. Este método es ampliamente utilizado en estudios

hidrolégicos para detectar inconsistencias y evaluar la homogeneidad de los datos de
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precipitacion. Las curvas de doble masa comparan la acumulacién de precipitacion en una
estacion especifica con la acumulacién promedio de un grupo de estaciones de referencia

(Searcy et al., s/f).

Los datos de caudales usados en este trabajo fueron dados por una estacion hidroldgica
ubicada en la cuenca del Tomebamba. Estos datos de precipitacion corresponden a una
escala mensual. La ubicacion de la estacion se presenta en la tabla 2

Tabla 2
Estacién hidrolégica usada

Estacién Latitud Longitud
Tomebamba -2.868 -79.086

3.3 Datos Proyectados

El proyecto Copernicus es el programa de observacion de la Tierra de la Unién Europea,
disefiado para proporcionar informacion precisa y accesible sobre el medio ambiente y la
seguridad. Gestionado por la Comision Europea en colaboracién con la Agencia Espacial
Europea (ESA) y otras agencias, este programa recopila datos a través de una serie de
satélites llamados Sentinels (Sobre Copernicus | Copernicus, s/f).

En este estudio, se ha utilizado el proyecto Copernicus para obtener precipitaciones, debido
a que ofrece datos globales casi en tiempo real e histéricos mediante observaciones in situ y
por satélite. Ademas, se han empleado los modelos climaticos globales de ultima generacion
del Proyecto de Intercomparacion de Modelos Acoplados, Fase 6 (CMIP6), que es la Gltima
fase disponible actualmente. Para los fines de este estudio, el periodo histérico se define
como los afios comprendidos entre 1960 y 1990, utilizando datos de precipitacion mensual.
La nomenclatura de los modelos climaticos se estructura de la siguiente manera: “SSP x —y”.

En esta estructura:

6y, "

e “X” representa el escenario socioecondmico, que describe diferentes posibles
evoluciones de la sociedad.

e ‘“y”indica el nivel de forzamiento radiactivo asociado con el escenario, que refleja la
cantidad de emisiones esperadas. En esta escala: 8.5 es el valor asociado al
escenario con el mayor forzamiento radiactivo, es decir, el escenario mas extremo en
términos de emisiones, 1.9 representa el escenario con el menor forzamiento

radiactivo, siendo el mas optimista en cuanto a las emisiones y su impacto.
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Los SSP (Shared Socioeconomic Pathways) describen diferentes posibles evoluciones de la
sociedad futura, considerando que no haya cambio climético ni politicas climéticas. Estos
escenarios se dividen en varias categorias (O’neill et al., 2016):

SSP1y SSP5:

Optimistas: Ambos escenarios anticipan un desarrollo humano positivo, con grandes
inversiones en educacion y salud, crecimiento econémico rapido y buenas instituciones. Sin

embargo, difieren en el enfoque hacia la energia:

e SSP1: Se enfoca en practicas sostenibles y una transicion hacia una economia mas
verde.
e SSP5: Asume una economia intensiva en energia y dependiente de combustibles

fosiles.
SSP3y SSP4:

Pesimistas: Estos escenarios presentan tendencias de desarrollo mas negativas, con baja
inversién en educacion y salud, un rapido crecimiento poblacional y creciente desigualdad.

e SSP3: Los paises priorizan la seguridad regional, lo que lleva a una alta vulnerabilidad
al cambio climatico.
e SSP4: Se caracteriza por grandes desigualdades tanto dentro como entre paises,

resultando en sociedades también muy vulnerables al cambio climéatico.
SSP2:

Central: Este escenario contempla que las tendencias continlen segun los patrones histéricos

sin grandes desviaciones, representando una trayectoria intermedia.

Los escenarios técnicos examinan coémo podrian evolucionar en el futuro los factores
antropogénicos que impactan el cambio climatico, tales como las emisiones de gases de
efecto invernadero, otros gases reactivos, aerosoles y el uso del suelo. Estos escenarios, que
se fundamentan en posibles cambios socioeconémicos, son esenciales para entender y
anticipar como nuestro clima podria cambiar en el futuro (O’neill et al., 2016). En nuestro caso,
se han seleccionado cuatro modelos debido a las limitaciones y objetivos de este trabajo

exploratorio. La eleccion de estos modelos se basa en dos criterios principales:

e Mantener las tendencias actuales: Se ha priorizado la seleccion de modelos que
reflejan las tendencias actuales, especialmente el que asume una economia basada

en combustibles fésiles, similar a la ecuatoriana.
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e Resolucion y disponibilidad: Se eligieron modelos que ofrecen la mejor resolucion
disponible para la region y que tienen la misma disponibilidad en términos de

escenarios SSP.

En consecuencia, los escenarios utilizados son los detallados en la Tabla 3.

Tabla 3
GCM usados y nimero de corridas por modelo para la precipitacién futura mensual.

No. Modelo GCM Resolucion ;i i6ico  SSP2-45 SSP5-85
(Lat. x Lon.)
1 Europe EC-Earth3-CC 0.7° x 0.7° 1 1 1
2 Germany AWI-CM-1-1-MR 0.9°x0.9° 1 1 1
3 ltaly CMCC-ESM2 0.9° x 1.25° 1 1 1
4 Usa CESM2 0.9° x 1.25° 1 1 1

En la figura 2 se muestra un ejemplo de la resolucién y ubicacién de los puntos de

precipitacién dados por el modelo.

Figura 2
Puntos de precipitacion del modelo Germany AWI-CM-1-1-MR ubicados con respecto a la cuenca del
Tomebamba

4 METODOLOGIA

4.1 Regresion Lineal Multiple

En este estudio, se emplearon datos satelitales de precipitacion junto con datos de
precipitacion media observada para realizar una regresion lineal multiple. Este analisis tuvo
como objetivo obtener coeficientes que permitieran predecir la precipitacion en la region de

estudio de manera mas precisa considerando multiples variables predictoras. Se optd por
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este enfoque con el fin de evaluar como se comporta la prediccion utilizando este método en

comparacion con otros enfoques de modelado que se detallan posteriormente.

La regresion lineal simple es una técnica estadistica que modela la relacion entre una variable
dependiente y (precipitacion observada) y varias variables independientes x4, x5, ..., x,,(datos
satelitales de precipitacién). La ecuacion general de la regresién lineal multiple es (Farrar &
Glauber, 1967):

Yy =Po+ P1x1 + Paxz + -+ Ppxy € Eql

Donde:

y es la variable dependiente (precipitacion observada),

X1,X2, ., Xn, SON las variables independientes (diferentes fuentes de datos satelitales y
climaticos),

Bo es el intercepto,

B1, B2, -, Bn, SON lOs coeficientes de regresion,

€ es el término de error

El analisis se realiz6 utilizando métodos estandar de minimos cuadrados para ajustar los
coeficientes By, f1,---, Bn - La bondad del ajuste se evalué mediante el coeficiente de
determinacién R?, que indica la proporcion de la variabilidad en la precipitacion observada

explicada por los datos satelitales (Draper & Smith, 2014).

4.2 Interaccién de Datos

La idea de que existen diferentes formas de representar los predictores en un modelo, y que
algunas de estas representaciones son mas efectivas que otras, da lugar al concepto de
ingenieria de caracteristicas. Este proceso consiste en crear representaciones de los datos

gue aumenten la efectividad del modelo (Kuhn & Johnson, 2019).

La efectividad de un modelo esta influenciada por varios factores. Por ejemplo, algunos
modelos no pueden tolerar variables que estan correlacionadas entre si (multicolinealidad),
muchos modelos no pueden trabajar con muestras que contengan valores faltantes, y algunos
se ven gravemente afectados por la presencia de variables irrelevantes en los datos. Dado
que en nuestro caso contamos con un namero limitado de variables predictoras, recurrimos
a la ingenieria de caracteristicas para mejorar la precision del modelo y optimizar los

resultados.
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La ingenieria de caracteristicas (Feature Engineering) es una técnica que consiste en
transformar los datos crudos en caracteristicas que representen de manera mas efectiva el
problema en los modelos predictivos, lo cual mejora la precision del modelo a desarrollar
(Kuhn & Johnson, 2019).

Estos términos de interaccion son Utiles en modelos lineales, donde la relacion modelada es
una combinacion lineal de las caracteristicas de entrada. Al introducir productos de variables,
el modelo puede capturar relaciones no lineales dentro de un marco lineal, permitiendo la
creacion de nuevas caracteristicas a partir de la combinacion de las existentes. La estructura

de estos términos de interaccion es la siguiente:
[ab]=[a b a? ab b?]

4.3 Identificacion de variables significativas mediante LASSO
Es importante seleccionar cuales de los predictores son mejores, ya que los predictores

innecesarios agregan ruido a la estimacion (Lee & Singh, 2019):

Los parametros de un modelo de regresion son calculados minimizando el costo de la funcion.
Cuando la complejidad del modelo aumenta, el uso de este método puede conducir a un
modelo con bajo sesgo y alta variacion. Significa que, aunque el modelo puede ajustarse bien
al conjunto de entrenamiento (sesgo bajo), predice muy mal los nuevos puntos de prueba

(varianza alta). Debido a esto, los métodos de regularizacion son usados.

La regresion LASSO (Tibshiranit, 1996) es una de las técnicas de regularizacion. Al imponer
una penalizacién L1 al costo total, el crecimiento del valor de los parametros del modelo se
puede controlar, por lo que se obtendria un modelo con menor varianza. LASSO brinda la

posibilidad de establecer variables predictoras en cero (Ver eq. 2).

n S
Costo total = Z(}’i —y)* + AZ 1B;] Eq 2
i=1 j=1

Se ha usado una herramienta gréfica para visualizar y seleccionar el valor éptimo del
parametro de regularizacién A. La curva de RMSE versus 1 muestra como cambia el RMSE
del modelo en un conjunto de datos de validacién o prueba a medida que se varia el valor de
A (Tibshiranit, 1996).

4.4 Modelo Climatico: Redes Neuronales “Deep Neuronal Network”
Debido a su estructura y fundamentos, las redes neuronales artificiales presentan muchas

similitudes con el funcionamiento del cerebro. Por ejemplo, son capaces de aprender de la
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experiencia, generalizar a partir de casos anteriores para enfrentar nuevos desafios, y
abstraer caracteristicas esenciales de entradas que pueden contener informacion irrelevante.
(Matich Jorge, 2001). Estas capacidades hacen que las redes neuronales sean muy
ventajosas y las convierten en una herramienta valiosa para diversas aplicaciones, incluida
la prediccion de precipitacion. Las redes neuronales pueden aprender a realizar tareas
especificas basadas en datos de entrenamiento o experiencias previas. Esto les permite
adaptarse a patrones complejos en los datos de precipitacién y mejorar su precision a medida

gue se expone a mas datos.

La arquitectura basica de una neurona artificial y su implementacion en redes neuronales se
describe detalladamente en el trabajo de (Dinamarca, 2018). Una neurona artificial funciona
recibiendo varias entradas, representadas por un vector x = (x4, ..., x,) donde cada entrada
x; corresponde a la sefial de salida de otras neuronas. A cada una de estas entradas se le
asigna un peso especifico w;, ..., w,. Estas entradas ponderadas son combinadas en una
suma y luego transformadas a través de una funcion de activacion f no lineal, produciendo

una salida y.

Se puede construir una red neuronal artificial mediante un conjunto de neuronas artificiales
f1,..,f*®y conectando la salida de cada una de estas entradas a las entradas de otras
diferentes, formando una estructura interconectada que permite el procesamiento complejo

de informacion.

Capade Capa Capa de
Entrada Oculta Salida
(6 neuronas) (3 neuronas) (1 neurona)
Figura 3

Esquema de una Red Neuronal (Dinamarca, 2018)

El modelo matematico viene dado por la eq 3:
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y=f<k§n:=1wkxk+b> Eq 3

Donde {x4, ..., x,} son las entradas (sefales de salida de n neuronas distintas), {w, ..., W, }
son los respectivos pesos 0 ponderaciones, b es un sesgo (constante real), f es la funcion
de activacion o transferencia usualmente elegida de forma arbitraria, y es la salida producida
por la neurona.

La funcion de activacion usada en la red neuronal es la “Leaky Relu”, descrita en la eq 4:

_( z z>0 Eq 4
f(z)_{az, z<0

4.4.1 Modelo Climético: Redes Neuronales (Calibracion)

El gradiente descendente se destaca como uno de los algoritmos mas empleados para
optimizacion, siendo ademas la metodologia predominante para la optimizacién de DNN. Se
ha usado Adam, ya que es eficiente computacionalmente (Goodfellow et al., 2016). En
algunos casos, las redes neuronales pueden producir un fenémeno conocido como
sobreajuste. El sobreajuste ocurre cuando una red neuronal es extremadamente precisa al
predecir los datos con las que fue entrenada, pero tiene un rendimiento deficiente al intentar
predecir datos nuevos que no ha visto anteriormente. En este caso, se ha usado el Early
Stopping. Esta técnica implica monitorear el rendimiento del modelo en un conjunto de
validacion durante el entrenamiento y detener el entrenamiento tan pronto como el

rendimiento comience a deteriorarse (Prechelt, 1998).

La red neuronal, desarrollada en Python, usa las mismas caracteristicas en todos los
modelos. Esta formada por 4 capas, de 25-50-50-25 neuronas. Los parametros de entrada
son los predictores seleccionados de cada modelo, para finalmente tener una Unica salida.
Los datos de entrada han sido escalados entre 0y 1, con el objetivo de mejorar el aprendizaje

de la Red Neuronal. Se us6 un 80% de datos como entrenamiento del modelo.

Las caracteristicas del modelo se presentan en la tabla 4.
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Tabla 4
Parametros de configuracion de la Red Neuronal

Caracteristica
Optimizador AdamW Optimizer
Funcic')p de Perdida Mse
Epocas 5000
Paciencia 2000

Las figuras 3 y 4 muestran las diferencias entre una red neuronal antes del entrenamiento y

después del entrenamiento

—— Valores Reales
10 —— Modelo Sin Entrenar

0.8
0.6
v J Wﬁ
0.2 V\ﬂ
0.0
250 300 350

-0.2

o
g
5
8

150 200

Figura 4
Red Neuronal previa al entrenamiento. Usa CESM2

—— Valores Reales-Set Entrenamiento
1.0 ~—— Valores Predichos-Set Entrenamiento

0.6
0.4
0.2

Figura 5
Red Neuronal después del entrenamiento. Usa CESM2
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4.5 Modelo Hidrolégico Autorregresivo Basado en Datos:

Se ha optado por utilizar un modelo autorregresivo (AR) para el analisis debido a varias
ventajas que este enfoque ofrece (Box, 2013). Los modelos AR son relativamente simples en
comparacion con enfoques mas complejos, lo que facilita su interpretacion y aplicacion. Esta
simplicidad no solo hace que el modelo sea mas accesible, sino que también reduce el riesgo
de sobreajuste al enfocarse en las dependencias temporales entre las observaciones de la
serie. Ademas, los modelos AR tienen la capacidad de capturar patrones de tendencia y
estacionalidad en series temporales, lo que es crucial para realizar predicciones precisas en

datos que muestran variaciones a lo largo del tiempo

Los modelos AR son relativamente simples en comparacion con otros enfoques mas
complejos. La simplicidad del modelo facilita la interpretacion y reduce el riesgo de
sobreajuste. Los modelos AR pueden capturar patrones de tendencia y estacionalidad en

series temporales.

Los modelos autorregresivos (AR) se emplean frecuentemente para analizar series
temporales en hidrologia debido a su estructura intuitiva y sencillez. Estos modelos funcionan
bajo el principio de que el valor actual en una serie depende de sus valores anteriores, lo que
los convierte en una opcién simple y directa para modelar fenbmenos temporales (Salas et al.,
1980).

Se emplea un modelo autorregresivo con variables exdgenas para prever los caudales
medios mensuales en la cuenca del Tomebamba, utilizando como referencia los registros
histéricos de caudales de la zona. Este modelo toma en cuenta las mediciones previas para
estimar los valores futuros de forma efectiva. El modelo ARX es una funcién dindmica lineal
gue se ha utilizado ampliamente para predecir el caudal de los rios utilizando secuencias

observadas de precipitaciones y escorrentias (Wood et al., 1980).
El modelo esta representado como se muestra en la eq 5 (Hsu et al., 2009):

Ver1 = QiYe—i + bjire_j + €44 Eq 5
Donde y; y 1 es el caudal observado y la precipitacion observada respectivamente en un
tiempo t, a; y b; son parametros.

Los pardmetros a; y b; son una clase de modelos combinados no lineales (Zhou & Ding,
2020). Estos parametros se estiman mediante la aplicacion de un enfoque para la estimacion
de pardmetros dependientes variables en el tiempo, reflejando aspectos no estacionarios y

no lineales del comportamiento del sistema observado (P. Young, 2003).
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La ecuacion originalmente propuesta por Young, tiene la siguiente forma:

B(z™YH Eq6
y(k) = mue (k — 8); ue(k) = S(k)ug (k)

Donde k representa el valor de la variable asociada en el instante de muestreo k, y(k)
representa el caudal, u, (k) es la precipitacion medida, u, (k) es la precipitacion efectiva, § es

un retraso de tiempo y s(k) es el indice de humedad del suelo.

Dado que se trata de un trabajo exploratorio, se utilizar4 una versién simplificada de la
ecuacion de Young. Con base en las consideraciones anteriores, la ecuacion que define el

modelo hidrolégico se presenta en la Eq 7.

Qt41=aq, , * Qt—1 +bg,_, * Pe, Eq 7

Donde Q. es el caudal predecido, P, es la precipitacion efectiva, a,, , Yy bg,_, Son
parametros dependientes del estado (SDP). En este modelo autorregresivo no estacionario,
el caudal anterior se utiliza como indicador del estado de humedad de la cuenca,
reemplazando directamente cualquier medida directa de este estado. Este enfoque
corresponde a los mecanismos conceptuales de funcionamiento hidrolégico descritos en el
modelo basado en datos. Este modelo asume que el caudal previo proporciona una
representacion adecuada de las condiciones de humedad anteriores, que son cruciales para
predecir los flujos futuros en la cuenca. Este proceso es descrito en (P. C. Young & Beven,
1994). El modelado DBM (Modelo Basado en Datos) ha sido desarrollada con el objetivo de
producir un enfoque estadistico general y unificado para el modelado de sistemas dinamicos
lineales y no lineales (como es este caso), estocasticos, a partir de datos de series temporales
(P. Young, 1998).

Este modelo fue desarrollado en MATLAB, a traves de toolbox especializados (Download
Matlab Captain Toolbox — System Identification, Time Series Analysis, Forecasting and True
Digital Control, s/f).

4.6 Meétricas de Error

4.6.1 Nash — Sutcliffe y Root Mean Square Error (RMSE)
El error cuadratico medio (RMSE, por sus siglas en inglés) es una métrica comiunmente
utilizada para evaluar modelos predictivos (Hodson, 2022). Calcula la diferencia entre los

valores que el modelo predice y los valores reales observados. Esta métrica permite
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cuantificar el tamafio del error del modelo, expresado en las mismas unidades que la variable

que se esta analizando. Viene dado por la eq 8:

n
1 — Eq 8
RMSE = |- (i = 3
i=1

Donde y; son los valores observados, ¥, son los valores predichos por el modelo, n es el

numero de observaciones.

El criterio NSE (Eficiencia de Nash-Sutcliffe) se utiliza para evaluar el rendimiento de los
modelos. Este indicador muestra tanto los aspectos positivos como los negativos del modelo
y mejora a medida que aumenta la calidad del mismo (Zeybek, 2018). EI NSE es una medida
estandarizada que evalla cuan bien el modelo ajusta los datos observados. Un NSE de 1
significa que las predicciones del modelo son perfectas. Un valor de 0 indica que el modelo
es tan preciso como simplemente usar el promedio de los datos observados, mientras que un
valor negativo sugiere que el modelo predice peor que el promedio de los datos observados.

Nash esta dado por la eq 9:

Xie (i — 5’\1)2

NSE=1-— 4
i — )2

Eq9

Donde y; son los valores observados, ¥, son los valores predichos por el modelo, y es el

promedio de valores observados y n es el nUmero de observaciones.

4.7 Determinacién del Mejor GCM.

Inicialmente, seleccionamos cuatro Modelos Climaticos Globales (GCM) adecuados para
nuestra region de estudio. Evaluamos estos modelos para verificar su capacidad de predecir
los patrones de precipitacion en la zona de interés. Recolectamos datos observados de
precipitacion de estaciones meteoroldgicas locales, abarcando el periodo de 1960 a 1990, en
funcién de la disponibilidad de estos datos en la region. Estos datos fueron cuidadosamente
preprocesados para asegurar que sus resoluciones temporal y espacial coincidieran con las

salidas de los modelos GCM.

El procedimiento para identificar el mejor GCM incluyé la seleccion de predictores relevantes,
el entrenamiento y la evaluacion de cada modelo. Parte de este proceso involucré comparar
como los modelos se comportaban con y sin la inclusion de interacciones entre variables,

utilizando para ello una red neuronal. Los criterios para evaluar el desempefio de los modelos,
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detallados en la seccion 4.6.1, incluyeron el andlisis de las métricas de Error Cuadréatico Medio
(RMSE) y la Eficiencia de Nash-Sutcliffe (NSE) tanto en las fases de entrenamiento como en
la de validacion. Elegimos el modelo que mostré el RMSE més bajo y el NSE mas alto en la

fase de validacion como el mas adecuado para predecir la precipitacidon en nuestra regién.

5 RESULTADOS

5.1 Control de Calidad de Datos

Tras seleccionar el periodo de andlisis, se recopil6 la informacién de precipitacion de
estaciones cercanas a la cuenca del Tomebamba. Esta recopilacion de datos se realiz6 a
escala mensual, proporcionando un panorama detallado de las variaciones de precipitacion

a lo largo del tiempo.

Una vez obtenidos los datos, se procedi6 a su verificacion de la calidad de los datos mediante
curvas de doble masa. Los resultados de esta verificacion indicaron que los datos de

precipitacion eran consistentes y adecuados para su uso en este estudio.

Curva de Doble Masa estaciones Buenos Aires-
Surucucho
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Figura 6
Curvas de Doble Masa. Estaciones Buenos Aires - Surucucho

5.2 Regresién Lineal Maltiple

La regresion lineal multiple se realizo con la ayuda de Python y la libreria statsmodels.api, la
cual nos brinda los coeficientes de la regresion. Los coeficientes obtenidos proporcionaron
una comprension mas detallada sobre la relacion entre los datos satelitales de precipitacion

y la precipitacién media observada.
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Sin embargo, uno de los problemas identificados fue la presencia de multicolinealidad, donde
las variables independientes estaban altamente correlacionadas entre si. La multicolinealidad
puede inflar las varianzas de los coeficientes de regresion, haciendo que las estimaciones
sean menos precisas y dificultando la interpretacion de los efectos individuales de las
variables predictoras. Debido a estas limitaciones, se determiné que la regresion lineal
multiple no era la metodologia mas adecuada para predecir la precipitacion en este caso

especifico.

La multicolinealidad puede ser abordada mediante la eliminacion de variables altamente
correlacionadas, la combinacién lineal de variables, o el uso de técnicas avanzadas como la

regresion Lasso, que son mas robustas frente a la multicolinealidad.

Regresién Lineal Multiple de Precipitacion - Europe
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Figura 7

Uso de regresion lineal maltiple para predecir precipitacion.

5.3 Interaccién de Datos

Para realizar la interaccion de datos (Feature Engineering) se utiliz6 la biblioteca Scikit-learn,
especificamente la herramienta PolynomialFeatures. Esta herramienta permite crear términos
polinbmicos a partir de las caracteristicas originales, expandiendo asi el conjunto de datos y

capturando relaciones mas complejas entre las variables.

En funcién del nimero de variables en cada modelo, se generaron las variables de

interaccion, que se detallan en la Tabla 5.
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El uso de PolynomialFeatures facilita la identificacion de patrones no lineales en los datos
gue las caracteristicas originales podrian no captar. Esto es particularmente util en el contexto
del analisis climéatico, donde las relaciones entre las variables pueden ser altamente no
lineales. La generacion de estos términos polindbmicos ayuda a capturar mejor la dinAmica

subyacente de los datos climaticos.

La implementacién de esta técnica en el estudio permitié mejorar la precision de los modelos
predictivos utilizados para analizar el impacto del cambio climatico en la cuenca del
Tomebamba. Ademas, este enfoque proporciona una mayor flexibilidad al modelo,
permitiendo que se ajuste mejor a las variaciones presentes en los datos de precipitacion
recopilados.

Tabla 5
Creacion de nuevas variables mediante PolynomialFeatures

Variables sin Variables con

Modelo - L
Interaccion Interaccion
Europe EC-Earth3-CC 6 78
Germany AWI-CM-1-1-MR 6 78
Italy CMCC-ESM2 4 36
Usa CESM2 4 36

5.4 ldentificacion de variables significativas mediante LASSO

Para la identificacion de las variables significativas, se utilizé un programa en Python con la
ayuda de la libreria Lasso. Esta herramienta proporciona resultados como el RMSE vy el
parametro de regularizacién A. Estos resultados son esenciales para construir una curva que
permita identificar cudl seria el parametro de regularizacion éptimo, ya que un valor adecuado
de A equilibra la complejidad del modelo y su capacidad para generalizar a nuevos datos.
Este enfoque no solo optimiza el rendimiento del modelo, sino que también previene el

sobreajuste, asegurando que las predicciones sean robustas y fiables.
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Modelo Europe EC-Earth3-CC

RMSE

0 0.05 0.1 0.15 0.2 0.25

Figura 8
Lambda 6ptimo en el minimo RMSE del modelo Europeo

El algoritmo Lasso ayudd a reducir el nimero de predictores seleccionando solo aquellos que
tienen un mayor impacto en el modelo, lo que facilita la interpretacién y mejora la precision
de este. Con estos resultados, el programa es capaz de identificar cuales son las variables
mas significativas o sensibles. Los predictores seleccionados seglin Lasso se muestran en la
Tabla 6.

Tabla 6
Predictores seleccionados por LASSO

Predictores

Modelo Seleccionados
Europe EC-Earth3-CC 7
Germany AWI-CM-1-1-MR 13
Italy CMCC-ESM2 8
Usa CESM2 6

5.5 Redes Neuronales

5.5.1 Redes Neuronales: Calibracion

Los analisis se realizaron utilizando MATLAB y Python, que son plataformas que ofrecen
herramientas para el procesamiento y analisis de datos. Estas herramientas nos permitieron

manejar eficientemente los célculos y visualizaciones necesarios para nuestro acercamiento
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a la determinacion del mejor GCM. Con el 80% de los datos usados para la calibracion, los
resultados obtenidos se presentan en la tabla 7 y 8.

Tabla 7
Resultados estadisticos conjunto entrenamiento. Modelos sin Interaccion

Variables sin Interaccion

Entrenamiento

RMSE NSE

Europe EC-Earth3-CC 0.047 0.929
Germany AWI-CM-1-1-MR  0.03 0.971
Italy CMCC-ESM2 0.053 0.91
Usa CESM2 0.095 0.708

Modelo

Tabla 8
Resultados estadisticos conjunto entrenamiento. Modelos con Interaccion

Variables con Interaccion

Entrenamiento

RMSE NSE

Europe EC-Earth3-CC 0.093 0.725
Germany AWI-CM-1-1-MR 0.091 0.737
Italy CMCC-ESM2 0.119 0.547
Usa CESM2 0.112 0.599

Modelo

En el estudio del modelado de series temporales hidrologicas, la efectividad de las redes
neuronales artificiales se destaca particularmente al evaluar su desempefio con estadisticos
como el coeficiente de eficiencia de Nash-Sutcliffe (NSE) y la raiz del error cuadratico medio
(RMSE). Estos indicadores han mostrado resultados sobresalientes en el conjunto de
entrenamiento, subrayando la capacidad superior de las redes neuronales para capturar la
complejidad y la variabilidad de los datos hidrolégicos en comparacion con métodos

tradicionales o mas simplistas.

La combinacion de un alto NSE y un bajo RMSE en el conjunto de entrenamiento fortalece la
argumentacion a favor de las redes neuronales, resaltando su utilidad como una herramienta

poderosa.

5.5.2 Redes Neuronales: Validacion
Los resultados del conjunto de validacion son cruciales para determinar cuan bien los
modelos, como las redes neuronales en este contexto, generalizan mas alla de los datos de

entrenamiento a situaciones no vistas. Este proceso de validacién nos ayuda a verificar que

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA 0

el modelo no solo es eficaz con datos ya conocidos, sino que también mantiene su precision

al enfrentarse a nuevos datos, como los escenarios que se usan para modelar.

La efectividad del modelo en el conjunto de validaciéon no solo confirma su competencia bajo
condiciones controladas, sino que también fortalece nuestra confianza en su utilidad practica

al momento de predecir. La figura 9 muestra el conjunto de validacion en uno de los modelos.

—— Valores Reales-Set Evaluacion
—— Valores Predichos-Set Evaluacion

0.8

0.4

0.2

Figura 9
Conjunto de Evaluacion. ltaly CMCC-ESM2

Los estadisticos del conjunto de validacién de todos los modelos se presentan en la tabla 9y
10.

Tabla 9
Estadisticos del conjunto de validacion. Variables sin Interaccién

Variables sin Interaccion

Validacion
Modelo
RMSE NSE
Europe EC-Earth3-CC 0.311 -1.283
Germany AWI-CM-1-1-MR 0.257 -0.562
Italy CMCC-ESM2 0.246 -0.427
Usa CESM2 0.257 -0.563
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Tabla 10

Estadisticos del conjunto de validacion. Variables con Interaccién

Variables con Interaccion

Validacién
Modelo
RMSE NSE
Europe EC-Earth3-CC 0.281 -0.871
Germany AWI-CM-1-1-MR 0.159 0.401
Italy CMCC-ESM2 0.22 -0.142
Usa CESM2 0.246  -0.433

31

5.6 Determinacién del mejor GCM

Considerando ambos escenarios, con y sin interaccion, el modelo Germany AWI-CM-1-1-MR

gue incluye interacciones se destaca por su robustez durante la fase de validacion. Es el

Unico que presenta un NSE positivo junto con un RMSE relativamente bajo cuando incluye

interacciones. Esto indica que la inclusibn de interacciones mejora notablemente su

capacidad predictiva, convirtiéndolo en la mejor opcién para predecir la precipitacién segun

los datos analizados.

Este andlisis nos demuestra que, dadas las caracteristicas de los datos y los métodos

aplicados en este estudio, el modelo Germany AWI-CM-1-1-MR con interacciones es

superior. Esto resalta la importancia de considerar las interacciones en el modelado climatico

cuando estas son relevantes, ya que pueden influir significativamente en la precision de las

predicciones.

SI_evaluation.csv - Germany - RMSE: 0.257 NSE: -0.562

SI_evaluation.csv - Germany - Observados vs Predichos

SI_evaluation.csv - Germany - Histograma de Errores
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Error

Conjunto de Evaluacion. Se observa que las variables sin interaccion presentan una gran dispersion con

respecto a los valores observados
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Cl_evaluation.csv - Germany - RMSE: 0.159 NSE: 0.401

Cl_evaluation.csv - Germany - Observados vs Predichos Cl_evaluation.csv - Germany - Histograma de Errores
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Figura 11

Conjunto de Evaluacion. Se observa que las variables con interaccién reducen significativamente la dispersion
con respecto a los valores observados

En base a los resultados, el conjunto completo evaluado en la red neuronal del modelo

Germany es el siguiente:

—— Valores Reales-Set Completo
~—— Valores Predichos-Set Completo

0.8

|
'U

0.2

0.0

50 100 150 200 250 300 350

£}

Figura 12
Red Neuronal. Precipitaciones a lo largo de los 30 afios del conjunto de calibracién - validacién

5.7 Redes Neuronales: Prediccién de la precipitacion.

Una vez seleccionado el modelo con el que se va a trabajar, se recopilaron los datos de
precipitacién futuros correspondientes al periodo comprendido entre los afios 2015 y 2100.
Con estos datos, se realizd el feature engineering, seleccionando exactamente las mismas
interacciones que se utilizaron en el conjunto de validacion. Este enfoque asegura la

consistencia y la comparabilidad de los resultados.
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Los datos futuros de precipitacion fueron ingresados a la red neuronal previamente entrenada.
Esto permiti6é obtener la precipitacion media mensual futura para el periodo mencionado. La
red neuronal, al estar ya entrenada con datos histéricos y validados, proporciona una
proyeccion precisa y confiable de las tendencias de precipitacién futura. Los resultados
obtenidos de estas proyecciones se presentan en las Figuras 13y 14.

—— Valores Predichos Escala Original - Germany SSP-245
300

150 j' A H
100
Figura 13

Precipitacion (mm) predicha bajo el escenario Germany AWI-CM-1-1-MR SSP-245

—

1000

—— Valores Predichos Escala Original - Germany SSP-585

200

150
100 I
50
Figura 14

Precipitacién (mm) predicha bajo el escenario Germany AWI-CM-1-1-MR SSP-585

1000

La gréfica de precipitacion muestra un aumento en los picos altos, lo que indica que en el

futuro habra periodos con mayor cantidad de lluvia. Sin embargo, también se observa un

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA y

incremento en los picos bajos de precipitacion, lo que sugiere que los periodos de sequia

serdn mas frecuentes. Esto implica que, aunque habra episodios de lluvias intensas, estos

serdn menos comunes que en la actualidad, resultando en un aumento en la frecuencia y

duracién de las épocas de sequia. Para un mejor entendimiento, se hace uso de un BoxPlot

de precipitaciones

Precipitacién (mm)

300

250

200

150 1

100

Box Plot de Precipitaciones con Valores de Cuartiles y Extremos

30?15

23320
EZ@.OS (RN S

9.09 7.84

Precipitacion_Historica Precipitacion245 Precipitacion585
Modelo

Figura 15

BoxPlot de precipitaciones de los modelos SSP 2 - 4.5y SSP 5 - 8.5 comparado con las precipitaciones

histéricas

En base al BoxPlot, se puede extraer varios resultados:

Mediana: La precipitacion mediana es mayor en el escenario SSP 2 — 4.5 (93.65 mm)
comparado con la histérica (86.20 mm) y SSP 5 — 8.5 (78.61 mm).

Distribucion de Datos: La variabilidad de los datos es mayor en los escenarios de
modelado comparado con los datos histdricos, lo que indica una mayor dispersion en
los datos futuros.

Valores Atipicos: Los escenarios modelados presentan valores atipicos mas altos
(303.16 mm para SSP 245 y 237.20 mm para SSP 585) en comparacién con el valor
atipico histérico de 226.09 mm.

Rango de Precipitaciones: El rango total de precipitaciones (diferencia entre los
bigotes) es mayor en los escenarios de modelado comparado con los datos historicos,

lo que sugiere que los modelos predicen una mayor variabilidad en la precipitacion
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futura. Los valores atipicos més altos en estos escenarios también indican que
eventos extremos de precipitacién podrian ser més frecuentes o severos en el futuro.
¢ La mediana de la precipitacion en los escenarios futuros SSP 2 — 4.5y SSP 5 - 8.5
muestra un ligero aumento (SSP 2 — 4.5) y una ligera disminucién (SSP 5 — 8.5) en
comparacion con la precipitacién historica. Esto indica que los diferentes escenarios
de emisién de gases de efecto invernadero pueden tener impactos variados en los

patrones de precipitacion.

5.8 Modelo Hidrolégico Autorregresivo Basado en Datos

5.8.1 Modelo Hidroldgico Autorregresivo Basado en Datos: Calibracion

Se llevé a cabo un analisis independiente de estado utilizando series temporales de caudales
para examinar condiciones previas. Este estudio culminé en la formulacion de ecuaciones
gue adoptan un modelo logistico. Este proceso se encuentra detallado en (P. C. Young et al.,
2001). Estas curvas de ajuste, desarrolladas con MATLAB y su paquete especializado, se
presentan en las figuras 16 y 17. Estas graficas se comparan con las Ecuaciones 10 y 11
derivadas anteriormente, demostrando una alta coincidencia con los ajustes realizados por el

software.

El analisis de las curvas muestra que, a medida que la precipitacion efectiva se incrementa
hasta un punto de saturacién, se produce un cambio significativo en la curva 'b'. Asimismo, la
curva 'a’ ilustra como el aumento del caudal altera su relacion con el caudal precedente,

subrayando que la influencia del caudal anterior sobre el actual es mas pronunciada.

ag,_, = 0.1654 * e(-0001221:X1°%) 4 02946 Eq 10

. 0.32 Eq 11
1708717 4 -000681:x3 %
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Salida del Modelo
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Figura 16
Comparacion de la curva de ajuste “a” entre el dado por MATLAB y el ajustado a, |

Comparacién de Salidas del Modelo y Ecuacién para Q, ,
S T T T T

03 r -
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Figura 17
Comparacion de la curva de ajuste “b” entre el dado por MATLAB y el ajustado by, ,

36

Una vez que se han determinado todos los parametros necesarios para el modelo, los

resultados de la prediccién de caudales se visualizan en la figura 18. Esta visualizacion sirve

para interpretar como el modelo aplica los parametros ajustados para prever el

comportamiento del caudal bajo diversas condiciones de precipitacion.
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Modelo Hidrolégico

3
S ®

0 50 100 150 200 250 300

Figura 18
Modelo Hidroldgico Autorregresivo en funcion del caudal anterior y precipitacion efectiva

5.8.2 Modelo Hidroldgico Autorregresivo Basado en Datos: Validacién

Para validar la precisiéon del modelo hidrologico, se utilizé el coeficiente de eficiencia de Nash-
Sutcliffe, que es una medida estandar para evaluar la exactitud de las simulaciones de
caudales. En este caso, el modelo alcanzé un coeficiente de Nash-Sutcliffe de 0.546,
indicando una capacidad moderada del modelo para simular los caudales comparados con
los datos observados en la cuenca del Tomebamba. Este resultado se visualiza en la figura
19, que muestra una comparacion grafica entre los caudales simulados y los observados,
proporcionando una representacion visual de cémo el modelo reproduce la variabilidad y
magnitud de los caudales reales.

Comparacion de Caudales Observados y Simulados . AEO@

180 —

Caudal Observado
= = :Caudal Simulado

160

140

120

Caudal

300

Tiempo

Figura 19
Validacion de Modelo Hidrolégico DBM
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5.8.3

Modelo Hidrolégico Autorregresivo Basado en Datos: Aplicacion

Se presentan los resultados obtenidos de las simulaciones de caudales futuros, basados en

precipitaciones proyectadas bajo dos escenarios climaticos distintos: SSP-245 y SSP-585. El

analisis se realizé utilizando el modelo climéatico global Germany AWI-CM-1-1-MR. El

escenario SSP-245 representa una situacién de cambio climatico menos intensa comparado

con el SSP-585, que asume condiciones mas extremas. Estos se muestran en la figura 20

140

Prediccién de Caudales con SSP-245 y SSP-585 2, AETRQ
I I

120 —

100 —

80 |

Caudales

60 —

Caudales con SSP-245
Caudales con SSP-585

i

0
2015

2020 2025 2030 2035 2040 2045 2050 2055 2060 2065 2070 2075 2080 2085 2090 2095 2100

A

Figura 20
Prediccion de Caudales en los distintos escenarios SSP

Las gréficas presentadas muestran las variaciones en los caudales pronosticados para

ambos escenarios. Las diferencias entre ellos son:

SSP-245: Este escenario muestra variaciones de caudal mas contenidas a lo largo del
tiempo. Esto indica precipitaciones menos extremas, resultando en caudales que
fluctian dentro de limites manejables. Este patrén sugiere un impacto menos severo
del cambio climatico en la region.

SSP-585: Las predicciones bajo este escenario revelan una volatilidad mucho mayor,
con picos significativos que reflejan eventos de precipitacion intensa. Este
comportamiento apunta a la posibilidad de enfrentar eventos climaticos extremos
como inundaciones, lo que podria requerir estrategias de gestién del agua mas

estrictas y preparacion para emergencias.

La variabilidad en los caudales observada bajo el escenario SSP-585 necesitara de

infraestructuras robustas y estrategias adaptativas para mitigar posibles desastres naturales.

En contraste, el escenario SSP-245 permite una planificacion més flexible y medidas de
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adaptacion menos costosas, pero cabe acotar que, en general, la sociedad siempre ha estado
por encima de los escenarios construidos, por lo que es factible tomar el peor escenario como
guia para el futuro. Para un mejor andlisis de resultados, se hace un analisis mediante un

BoxPlot de todos los escenarios.

Box Plot de Caudales con Valores de Cuartiles y Extremos
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Figura 21
BoxPlot de caudales de los modelos SSP 2 - 4.5y SSP 5 - 8.5 comparado con los caudales histéricos

En base al BoxPlot, se obtienen los siguientes resultados:

e La distribucion de caudales en el escenario SSP 245 tiene un rango intercuartil mas
amplio que en los datos histéricos, lo que indica una mayor dispersiéon y posiblemente
una mayor frecuencia de eventos extremos.

e En contraste, el escenario SSP 585 muestra una distribucion de caudales mas
compacta en comparacion con el escenario histérico, lo que podria sugerir una
estabilizacion o una reduccién en la variabilidad del caudal.

e La presencia de valores atipicos mas altos en los escenarios futuros sugiere que los
eventos extremos de caudal podrian ser mas comunes 0 mas intensos, lo cual es una
consideracién importante para el disefio de infraestructuras de control de
inundaciones y almacenamiento de agua.

¢ Lamediana del caudal en los escenarios futuros SSP 245 y SSP 585 muestra un ligero
aumento (SSP 245) y una ligera disminucién (SSP 585) en comparacién con el caudal
historico, lo que puede indicar diferentes respuestas hidrologicas a los escenarios de
cambio climético.

e La mayor variabilidad en el escenario SSP 245 sugiere una mayor incertidumbre en
las predicciones de caudal futuro bajo este escenario en comparacion con el histérico
y el SSP 585.

e La presencia de valores atipicos més altos en los escenarios modelados podria ser
un indicador de eventos de caudal mas extremos en el futuro.
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6 CONCLUSIONES Y RECOMENDACIONES

6.1 Conclusiones

Tras concluir el estudio exploratorio, se evalué el impacto del cambio climatico en la Cuenca
del Tomebamba. Los resultados revelaron un incremento significativo tanto en los picos altos
como en los bajos de precipitacion en la zona. Este patrén de variabilidad extrema en las
precipitaciones resulté en una disminucién en el caudal del rio Tomebamba, lo que sugiere

un escenario preocupante para el suministro de agua en el futuro.

Estos cambios en el régimen de precipitacion y por ende el impacto en el caudal del rio tienen
implicaciones directas para la gestion de los recursos hidricos en la Cuenca del Tomebamba.
La disminucién en el caudal proyecta un futuro donde el suministro de agua potable podria
no ser suficiente para satisfacer la demanda de la poblacion y las actividades agricolas e

industriales de la zona.

Una vez completado el modelo climéatico, se concluyé que las tendencias de las
precipitaciones se mantuvieron consistentemente durante las etapas de entrenamiento y
validacién, asi como en el periodo de prediccién. Esto sugiere que el modelo ha sido

entrenado de manera adecuada.

Ademas, se observd que la ingenieria de caracteristicas (feature engineering) contribuy6
significativamente al enriguecimiento de las variables. Los mejores resultados se obtuvieron
de un modelo que incorporé interacciones entre las variables, lo que mejoré notablemente su
capacidad predictiva. Especificamente, se observé una disminuciéon considerable en las

métricas de error, como el indice de Nash y el RMSE, al utilizar variables con interacciones.

De igual manera, el uso de la regresién Lasso fue fundamental para seleccionar las variables
mas relevantes y sensibles para este estudio, evitando asi el problema de sobreajuste
(overfitting) al realizar las predicciones. El sobreajuste ocurre cuando un modelo se ajusta
demasiado a los datos especificos de entrenamiento, lo que resulta en un rendimiento

deficiente al aplicarse a nuevos datos.

El uso de una red neuronal como herramienta de analisis en este estudio demostré ser
significativamente mas eficaz que la regresion lineal. Esto se debe a la capacidad de las redes
neuronales para capturar caracteristicas especificas y complejas de cada variable, incluso
cuando estas presentan relaciones no lineales. Como resultado, las predicciones obtenidas

con la red neuronal fueron mas precisas y confiables.
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El empleo del modelo hidrologico en las fases de validacion, calibracion y prediccion
proporciond una comprension mas profunda de los efectos potenciales del cambio climatico
sobre los recursos hidricos. Durante el periodo inicial del estudio, los caudales se mantuvieron
relativamente estables, sin mostrar cambios significativos. Sin embargo, a medida que
avanzaba el tiempo, se evidencié una tendencia decreciente en los caudales, caracterizada
por un incremento en los episodios de caudales bajos. Estos hallazgos sugieren que, bajo el
escenario climéatico SSP 558, podriamos enfrentar una reduccion en la disponibilidad de agua

en el futuro.

6.2 Observaciones:

Es importante considerar que, al realizar un estudio utilizando la metodologia de descarga de
datos de Copernicus, se debe verificar la resolucion de dichos datos. Necesario que estos
estén en la misma escala de tiempo que los datos locales para asegurar la precision en el

analisis.

También es necesario contar con una serie de datos que abarque un largo periodo de tiempo.
Esto es crucial para evitar la necesidad de rellenar datos faltantes, lo que podria comprometer

la calidad de los datos locales y, en consecuencia, la precision del estudio.

Asimismo, es importante considerar que los parametros utilizados en la calibracién de este
método fueron desarrollados especificamente para las condiciones particulares de la cuenca
y el estado de los datos disponibles en ese momento. Es posible que estos parametros
necesiten ser actualizados periédicamente, requiriendo nuevas calibraciones para mantener

la precision del modelo.

6.3 Recomendaciones:
Al término de este estudio, se seleccion6 el modelo Germany AWI-CM-1-1-MR como el mas
favorable. Por lo tanto, se recomienda utilizar este modelo para estudios posteriores que

compartan las mismas caracteristicas y condiciones descritas en este documento.

A pesar de que en el periodo analizado se consideraron los escenarios criticos presentados
entre los afios 1960 y 1990, se sugiere que las instituciones pertinentes inviertan en un
estudio mas detallado, tomando en cuenta escenarios aun mas desfavorables dentro de la
cuenca. Esto permitira obtener resultados mucho mas cercanos a la realidad en términos de

prediccion.

Es necesario fortalecer la robustez del modelo, especialmente en el proceso de reescalado
de la precipitacion. En este estudio, las distribuciones de probabilidad de la lluvia no se

consideraron debido a que el enfoque del trabajo es exploratorio. Por lo tanto, el analisis
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detallado de estas distribuciones queda fuera del alcance de este proyecto, aunque es un
area importante para futuras investigaciones que podrian mejorar la precision del modelo.
Aunque este estudio es exploratorio, ya se observa un impacto en los caudales futuros, lo

que puede representar una alerta importante a tener en cuenta.
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ANEXO A — CURVAS DE DOBLE MASA

Anexos
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Curva de Doble Masa estaciones Sayausi - Quinoa

25000
20000
15000
10000

5000

Precipitacion Acumulada Sayausi (mm)

0 5000 10000 15000 20000 25000

Precipitacion Acumulada Quinoa (mm)

30000

a7

Nicolas Santiago Arias Valdez — Adrian Felipe Pelaez Molina



UCUENCA

ANEXO B — REGRESIONES LINEALES MULTIPLES
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Regresion Lineal Mdltiple de Precipitacién - Europe
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ANEXO C - CURVAS RSME VS LAMBDA
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ANEXO D — REDES NEURONALES DE MODELOS GCM SIN INTERACCION
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EUROPE:
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ANEXO E — REDES NEURONALES DE MODELOS GCM CON INTERACCION
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