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Anexos

A. Análisis del comportamiento de las líneas candidatas en las soluciones

En la Figura A.1 se presenta el valor promedio observado para cada una de las 15 líneas

candidatas en las topologías exploradas durante la búsqueda de la solución óptima. Para es-

te experimento se realizaron 10 ejecuciones por escenario, almacenando todas las topologías

generadas durante la búsqueda, excluyendo repeticiones. Como resultado, en el caso con solo

líneas AC se obtuvieron 12 648 topologías distintas (8 665 válidas y 3 983 inválidas), mientras

que en el caso con RC se generaron 12 248 topologías (8 611 válidas y 3 637 inválidas). Los

valores están ordenados de mayor a menor para facilitar la identificación de patrones de com-

portamiento.

De forma análoga, la Figura A.2 muestra el valor promedio observado de las 41 líneas candida-

tas en las topologías exploradas para el sistema IEEE de 24 nodos. Nuevamente se emplearon

10 ejecuciones por escenario, registrando todas las topologías generadas y descartando dupli-

cados. En el caso con solo líneas AC se obtuvieron 18 511 topologías distintas (14 623 válidas

y 3 888 inválidas), y con RC se generaron 18 477 topologías (14 940 válidas y 3 537 inválidas).

Los resultados se ordenan de forma descendente con el mismo objetivo de resaltar posibles

patrones relevantes.

Del análisis de las gráficas se observa que los valores promedio tienden a concentrarse en un

subconjunto específico de líneas candidatas, las cuales coinciden en gran medida con aquellas

que conforman la solución óptima. En el conjunto de soluciones válidas, dichos valores prome-

dio superan los valores individuales observados en la solución óptima, lo que sugiere que la

base de las soluciones costosas incluye, al menos, dicha solución óptima. A partir de esta

base pueden agregarse elementos adicionales, conformando soluciones similares con ligeras

variaciones estructurales.

En contraste, dentro del conjunto de topologías inválidas, los valores promedio por línea son,

en general, inferiores a los correspondientes a la solución óptima. Asimismo, se observa que

para la mayoría de líneas candidatas, el valor promedio es inferior a uno. Esto se explica por

el carácter selectivo del proceso de expansión óptima, en el cual sólo un pequeño subconjunto

de líneas es incorporado, lo que da lugar a una matriz solución dispersa o porosa.

Al analizar individualmente los elementos con mayor participación en la solución (debido a que
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su comportamiento difiere del resto), se evidencia una distribución de frecuencias centrada en

el valor observado en la solución final. En las Figuras A.3 y A.4 se muestra la distribución de

las 15 líneas candidatas en las topologías válidas para los escenarios sin y con compensación

reactiva, respectivamente. De manera análoga, las Figuras A.5, A.6, A.7 y A.8 presentan el

comportamiento de las 41 líneas candidatas en cada escenario correspondiente. Se observa

que la mayoría de líneas presenta una frecuencia de aparición igual a cero (no seleccionadas

para la expansión) en más del 50 % de las topologías válidas, lo que concuerda con los valores

promedio reportados en las Figuras A.1 y A.2.

Este comportamiento sugiere que cada línea candidata posee una distribución de valores de

aparición a lo largo del proceso de optimización. Se evidencia que la cantidad de líneas cons-

truidas por solución tiende a oscilar en torno a un valor promedio, inicialmente desconocido,

que se estabiliza progresivamente a medida que avanza el proceso iterativo, convergiendo ha-

cia la topología óptima. Esto indica que el algoritmo afina la configuración de la solución final

mediante ajustes progresivos.

En consecuencia, se propone el uso de un vector o matriz de valores promedio como paráme-

tro base para la generación de soluciones durante la exploración. Para ello, puede emplearse

una distribución discreta, como la distribución de Poisson, que permita introducir variabilidad

controlada en los valores generados. De esta manera, se busca reducir la aleatoriedad exce-

siva y favorecer una convergencia más rápida del algoritmo hacia soluciones viables y de alta

calidad.
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Figura A.1: Comparativa de los valores promedios observados de cada línea durante los ex-
perimentos para cada uno de los conjuntos de soluciones: totales, válidas e inválidas, para el
sistema Garver.
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Figura A.2: Comparativa de los valores promedios observados de cada línea durante los ex-
perimentos para cada uno de los conjuntos de soluciones: totales, válidas e inválidas, para el
sistema IEEE 24 nodos.
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Figura A.3: Participación relativa de cada línea candidata en el conjunto de soluciones válidas
para el sistema Garver escenario sin compensación de reactivos.
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Figura A.4: Participación relativa de cada línea candidata en el conjunto de soluciones válidas
para el sistema Garver escenario considerando compensación de reactivos.
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Figura A.5: Participación relativa de cada línea candidata en el conjunto de soluciones válidas
para el sistema IEEE 24 nodos escenario sin compensación de reactivos - Parte 1.
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Figura A.6: Participación relativa de cada línea candidata en el conjunto de soluciones válidas
para el sistema IEEE 24 nodos escenario sin compensación de reactivos - Parte 2.
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